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INTRODUCCIÓN.








Los Algoritmos Genéticos [HOLL75] son unos procedimientos generales de optimización que intentan imitar la evolución de los individuos de una especie en un determinado medio. 





En general, la evolución se produce por dos procesos, como son la selección y la recombinación de los cromosomas que almacenan las características de la especie. En la fase de selección, aquellos individuos más adaptados o adecuados al medio sobreviven. En la reproducción, donde tiene lugar la recombinación de cromosomas, los individuos intercambian material genético, mientras que con la mutación, si esta ocurre, se altera parte de la información de los cromosomas.





En la naturaleza, estos procesos ocurren sobre cada generación. Después de cada ciclo, se espera que la generación actual sea mejor que las anteriores: los individuos estarán más evolucionados y mejor adaptados al medio.





Se pueden explotar las ventajas del proceso evolutivo para resolver un problema de optimización, estableciendo las siguientes correspondencias:





�\SÍMBOLO 183 \f "Symbol" \s 12�� Las soluciones del problema se representan a través de una apropiada codificación.





�\SÍMBOLO 183 \f "Symbol" \s 12�� La adecuación de cada solución se toma en función del valor objetivo que tenga dicha solución.





�\SÍMBOLO 183 \f "Symbol" \s 12�� Se define un operador genético de cruce que actúa sobre dos soluciones y produzca otras dos.





�\SÍMBOLO 183 \f "Symbol" \s 12�� Se define un operador de mutación que altera parte de una solución para producir otra.





�
APLICACIÓN DE LOS ALGORITMOS GENÉTICOS.








Existen muchos problemas de interés para los cuales no se han desarrollado algoritmos que los puedan resolver eficientemente. Dentro de este tipo de problemas se encuentran los llamados problemas NP-duros. Entre ellos se encuentran muchos problemas de optimización que aparecen frecuentemente en las aplicaciones. Es para la resolución de este tipo de problemas para lo que se han desarrollado técnicas metaheurísticas como los Algoritmos Genéticos, el Simulated Annealing, o la Búsqueda Tabú, que son capaces de encontrar buenas soluciones a los problemas con una cantidad de recursos sensíblemente inferior a los métodos directos de complejidad exponencial, que en muchas ocasiones son incluso imposibles de aplicar.





Con la aplicación de las metaheurísticas no se asegura encontrar la solución óptima, pero sí se puede asegurar por los resultados obtenidos experimentalmente que se llegará a una solución lo "suficientemente buena", en un tiempo relativamente pequeño. El uso de los algoritmos genéticos está justificado sobre todo en aquellos casos en los que las técnicas existentes sean ineficientes. La experimentación ha demostrado que los algoritmos genéticos deben ser utilizados para resolver aquellos problemas cuya complejidad no permita una solución directa.





Como ejemplo del amplio rango de aplicación de los algoritmos genéticos, se puede indicar que ya se han aplicado a una gran variedad de problemas, entre los que se encuentran los siguientes:





�SÍMBOLO 183 \f "Symbol"� Problema de viajante de comercio.


�SÍMBOLO 183 \f "Symbol"� Planificación y secuenciación.


�SÍMBOLO 183 \f "Symbol"� Problema de la mochila.


�SÍMBOLO 183 \f "Symbol"� Teoría de la codificación.


�SÍMBOLO 183 \f "Symbol"� Problema de los horarios.


�SÍMBOLO 183 \f "Symbol"� Clasificación de objetos.


�SÍMBOLO 183 \f "Symbol"� Problemas de teoría de grafos.


�SÍMBOLO 183 \f "Symbol"� Aplicaciones Químicas.


�SÍMBOLO 183 \f "Symbol"� Diseño de redes.


�SÍMBOLO 183 \f "Symbol"� Problemas de localización.











�
REGIONES DEL ESPACIO DE SOLUCIONES.








Para entender cómo se pueden aprovechar las características de los algoritmos genéticos en la resolución de problemas, se comentarán ciertas cuestiones relacionadas con las analogías entre el espacio de soluciones factibles de un problema, y las características evolutivas de los individuos dentro de una población.





De este modo, para representar una solución de un problema como un individuo de una población, se puede elegir una representación que consiste en una ristra binaria de unos y ceros que pueden representar que dicha solución contiene o no una determinada característica. Así se puede definir una solución como:





( 1 0 0 1 1 0 0 0 0 1 0 1 )





que indicaría que la solución posee las características representadas en las posiciones 1,4,5,10 y 12. De igual forma, esta solución podría representar la codificación binaria de tres números en formato hexadecimal, o podría representar un número entero en el rango [0..1023]. Aquí se puede ver que la codificación elegida depende del tipo de problema que se esté estudiando, por lo que debe elegirse una lo más adecuada posible para la resolución del problema.





El universo de todas las posibles cadenas que conforman un individuo puede ser concebido como un paisaje imaginario, en el que la ubicación de las ristras que codifican el problema está señalada por cimas y valles; estos últimos albergan a las soluciones menos buenas, mientras que el punto más elevado lo ocupa la cadena más óptima.


	


También podemos definir regiones del espacio de soluciones fijándonos en las ristras que posean unos o ceros (para codificación binaria) en lugares determinados. El conjunto de todas las ristras que empiecen por 1, por ejemplo, constituye una región en el espacio de soluciones. Otro tanto sucede con todas las que empiecen por 0, o las que tengan un 1 en la cuarta posición, un 0 en la quinta y un 1 en la sexta. Y así sucesivamente.





Una técnica habitual para la explotación de tal paisaje es la escalada: se comienza en un punto elegido al azar; si una ligera modificación mejora la calidad de nuestra solución, se prosigue en esa dirección; de no ser así, se toma la dirección contraria. Sin embargo, los problemas complejos originan paisajes con muchos puntos cimeros. Al aumentar el número de dimensiones del problema, el territorio puede contener muchos túneles, puentes e incluso complicadas peculiaridades topológicas. El hallazgo del montículo adecuado, e incluso la mera determinación del sentido de ascenso, se tornan cada vez más problemáticos. Además tales espacios de búsqueda suelen ser enormes. Si, por ejemplo, cada jugada de una partida de ajedrez tuviera en promedio diez continuaciones, para una partida típica de treinta jugadas por bando se dispondría de unas �\INCRUSTAR Equation.2 ��� estrategias distintas (casi todas ellas de nulo interés).





Los algoritmos genéticos echan la red sobre este paisaje. La multitud de soluciones de una población que evoluciona la sondean en muchas regiones a la vez. Es notable que la tasa a que el algoritmo genético toma muestras en diferentes regiones se corresponda directamente con su elevación media, es decir, con la probabilidad de hallar una buena solución en ese entorno.





Esta destacada facultad de los algoritmos genéticos para concentrar su atención en las porciones más prometedoras de un espacio de soluciones es fruto directo de su capacidad para intercambiar cadenas portadoras de soluciones parciales. 





El algoritmo genético explota las regiones de más alto rendimiento del espacio de soluciones (las regiones diana) porque las sucesivas generaciones “generan” un número creciente de ristras pertenecientes a ellas. El algoritmo favorece que las ristras más aptas asuman roles progenitores y, por esta razón, las cadenas superiores al promedio (que yacen en regiones diana) tendrán mayor descendencia en la generación siguiente.





De hecho, el número de ristras de una región dada aumenta a ritmo proporcional a la estimación estadística de la idoneidad de esa región.Un estadística tendría que evaluar docenas de muestras tomadas de millares o millones de regiones para determinar la adecuación o idoneidad media de cada región. El algoritmo genético logra alcanzar el mismo resultado con muchísimas menos cadenas y prácticamente sin cómputo alguno.





La clave de esta conducta, francamente sorprendente, reside en que cada ristra individual pertenece a todas las regiones en las cuales aparece uno cualquiera de sus bits. La cadena 11011001, por ejemplo, es miembro de todas las regiones 11****** (donde el asterisco * indica que es indiferente el valor del bit correspondiente), 1******1, **0**00* y demás. Las regiones más amplias (las que tienen muchos bits sin especificar) serán muestreadas normalmente por una gran fración de todas las ristras de una población. Así pues, un algoritmo genético que manipule una población de unos cuantos millares de cadenas está realmente tomando muestras de un número de regiones enormemente mayor. Tal paralelismo implícito (en el sentido de procesamiento en paralelo) proporciona al algoritmo genético su ventaja principal sobre otros procesos de resolución de problemas.





El cruzamiento complica los efectos del paralelismo implícito. El propósito de la hibridación de ristras en el algoritmo genético es poner a prueba nuevas porciones de las regiones diana, y no examinar una y otra vez la misma ristra en sucesivas generaciones. Pero el proceso puede también “expulsar” a un descendiente de una región y situarlo en otra, con el resultado de que la tasa de muestreo de las distintas regiones se desvíe de la estricta proporcionalidad a la adecuación media, lo que reduciría la tasa de evolución.





La probabilidad de que la descendencia de dos ristras abandone la región de sus progenitoras depende de la distancia entre los unos y los ceros que definan la región. La descendencia de una cadena perteneciente a la región 10****, por ejemplo, solamente podrá caer fuera de ella si el punto de hibridación comienza en la segunda posición de la ristra, lo que supone un caso favorable frente a cinco contrarios en el caso de una cadena que contenga seis genes. Por el contrario, la descendencia de una ristra de seis genes perteneciente a la región 1****1 corre el riesgo de abandonarla inmediatamente, con independencia del lugar donde se porduzca el cruzamiento.








IMPLEMENTACION.





Un algoritmo genético, para su aplicación a un problema particular, debe tener los siguientes cinco componentes [MICH92] :





�\SÍMBOLO 183 \f "Symbol" \s 12�� Una representación de las posibles soluciones del problema (codificación de las soluciones).





�\SÍMBOLO 183 \f "Symbol" \s 12��  Un método para crear la población inicial de soluciones.





�\SÍMBOLO 183 \f "Symbol" \s 12�� Una función de evaluación que juegue el papel del entorno, evaluando cada solución en función de su "bondad".





�\SÍMBOLO 183 \f "Symbol" \s 12�� Una serie de operadores genéticos, que alteren el contenido genético de los individuos.





�\SÍMBOLO 183 \f "Symbol" \s 12�� Valores para los parámetros que usa el algoritmo, como son el tamaño de la población, o la probabilidad de aplicar los operadores genéticos en cada paso.








La implementación de un algoritmo genético se basa en el pseudocódigo que se muestra a continuación:





Algoritmo Genético;


begin


t := 0 ;


inicializar P(t);


evaluar P(t);


repetir


seleccionar P(t+1) desde P(t);


cruzar P(t+1);


mutar P(t+1);


evaluar P(t+1);


t := t+1;


hasta criterio de parada;


end.








El procedimiento es muy sencillo: se genera una población de individuos inicial, que no es más que estructuras de datos que contienen su información genética; luego se realizan los cruces entre pares de individuos, generando nuevos individuos; se hacen unas modificaciones en esos individuos (mutación) procurando que las modificaciones que resulten ventajosas se propaguen a muchos individuos y que las desfavorables desaparezcan (selección y reproducción).








�
MÓDULOS PRINCIPALES DEL ALGORITMO GENÉTICO.





	Los algoritmos genéticos, pese a la complejidad de lo que se quiere conseguir con ellos, que es fundamentalmente simular la evolución natural, realmente son fáciles de implementar en el ordenador, en el sentido de que estos algoritmos están claramente divididos en varias fases sucesivas e independientes entre sí. Esta independencia nos da la posibilidad de construir cada una de las fases por separado. Por lo tanto, cada una de las fases se puede implementar mediante un procedimiento individual:


	





                   FASE�
            PROCEDIMIENTO�
�
      Inicializar la población�
población_inicial (tipo_inicialización)�
�
      Evaluzción de los individuos�
objetivo (tipo_objetivo)�
�
      Seleccionar los mejores individuos�
selección (tipo_selección)�
�
      Realizar el cruce entre individuos�
cruce (tipo_cruce)�
�
      Someter los individuos a mutaciones�
mutación (tipo_mutación)�
�
      Comprobar el criterio de parada�
parada (tipo_parada)�
�






	Una de las condiciones esenciales al desarrollar un algoritmo genético, es permitir que la población evolucione de la forma más variable posible, es decir, que para crear una nueva población de individuos no se apliquen siempre los mismos criterios. De esta forma se consigue la suficiente diversidad para que el comportamiento simule el proceso de la evolución natural. Para ello se introducen en el proceso las probabilidades de aplicación de los distintos operadores genéticos: en cada paso del algoritmo, se determina aleatoriamente (dependiendo de una probabilidad establecida) si a un individuo se le aplica o no un determinado operador. Por ejemplo, como ocurre en la naturaleza, la mutación es un fenómeno que se da con poca frecuencia; por esto, este operador se aplica a un individuo determinado con una probabilidad muy baja, por lo que tan sólo una mínima proporción de los individuos sufrirán dicha mutación en alguno de sus genes.





A continuación se comenta cada una de las fases que componen la implementación de un algoritmo genético.





Población inicial.





Como primer paso se genera una población de individuos, que podrá ser totalmente aleatoria, o siguiendo algún criterio determinado. Esta población será evaluada para ver lo cerca que están estos individuos de la solución del problema que se quiere resolver.





Para generar esta población inicial,  se puede optar por varias alternativas:





Generarla al azar: Se eligen de forma aleatoria los individuos que conforman la población inicial. Esta opción es menos costosa computacionalmente hablando, pero al mismo tiempo, no es de esperar el partir de un conjunto de soluciones lo suficientemente bueno para la ejecución del algoritmo.





Generarla siguiendo algún criterio heurístico: Se eligen los individuos siguiendo algún criterio, de forma que el conjunto de soluciones posea alguna cualidad interesante como pueda ser la diversidad dentro del conjunto, o algún otro criterio de interés para el problema en cuestión. Como desventaja, esta opción requiere mayor coste computacional que la anterior, aunque teniendo en cuenta que esta fase sólo se ejecuta una vez, esto no supone un gran perjuicio.








Selección.





En esta fase se ha de crear un procedimiento que seleccione las características más ventajosas de la población, es decir, los mejores individuos de la misma. Estos individuos serán los padres de la siguiente generación, y de esta forma se podrá generar una nueva población que, heredando las  características de sus padres, produzca cada vez mejores individuos.





Hay diversas formas de aplicar este modulo. Varias posibilidades son:





Elegirlos al azar: Generar los nuevos individuos eligiendo al azar de entre los individuos actuales. Esta es la forma más rápida y de menor coste, pero en su contra tiene que no se realiza en realidad ninguna "selección" atendiendo a algún criterio: la selección se produce aleatoriamente.





Elegirlos según algún criterio: Esta estrategia consiste en seleccionarlos de acuerdo a algún criterio que indique la bondad de cada individuo. Una vez establecido dicho criterio, se puede utilizar una función de probabilidad que indique la probabilidad de que cada individuo sea seleccionado.








Cruce.





En este modulo se aplica el operador de cruce, cuya aplicación a un determinado individuo se decide en base a una cierta probabilidad de cruce. Una vez se eligen los dos individuos a cruzar, simplemente se intercambia una parte del material genético entre ellos, para dar lugar a otros dos individuos, sus hijos, que por tanto contendrán una parte de las características de sus progenitores.








Mutación.





Este es el modulo encargado de producir diversidad en la población. Para ello intentará invertir o “mutar”, alguno de los alelos de los cromosomas. Lo que se pretende con este operador, como ya se ha comentado, es introducir diversidad para evitar caer en situaciones en las que no se evolucione para explorar nuevas zonas del espacio de soluciones. La aplicación de la mutación se puede ver como un "salto" en el espacio de soluciones del problema, ya que se produce una nueva solución con alguna característica que no poseían sus padres. Luego será el proceso evolutivo quien determinará si esta característica es positiva o no, por medio del proceso de selección posterior.





Como ejemplo de la utilidad de este operador, se puede comentar la siguiente situación: En un determinado problema se quiere obtener un individuo que entre otras características posea el pelo rubio, pero en la población inicial no se generó ningún individuo con el pelo rubio, por lo que las sucesivas generaciones obtenidas a partir de los sucesivos cruces de material genético no tendrán nunca esta característica debido a que sus padres carecían de ella. Esto quiere decir que en nuestra población inicial no existe la suficiente diversidad. Por ello, se hace necesario de algún procedimiento que modifique la información hereditaria; este procedimiento es la mutación, que en algún momento puede introducir la característica buscada.





Por otra parte, el operador de cruce tiene un buen comportamiento cuando los padres son medianamente buenos, y por tanto generan hijos tan buenos como ellos. Por el contrario, cuando tenemos una serie de individuos que están bastante lejos de la solución óptima, es mucho más conveniente realizar una mutación de esos individuos y alterar sus características, para así intentar "explorar" por otras zonas del espacio de soluciones. 








Evaluación.





Para poder evaluar lo buena o mala que es una solución, se necesita tener cierto conocimiento acerca del problema, así como construir una función objetivo, que basándose en dicho conocimiento, le asocie a cada solución un valor numérico. El cálculo de la función objetivo, es la que nos dirá como son de buenos los individuos de la población. Hay diferentes funciones objetivo que se pueden aplicar, siempre dependiendo del tipo de problema en cuestión. 





Normalmente, el cálculo de la función objetivo será la fase más costosa del algoritmo computacionalmente hablando, de forma que se debe optimizar al máximo la forma de calcularla.








Parada.





Este módulo simplemente será el  encargado de comprobar si el algoritmo ha llegado a su fin. Para ello hará uso de un criterio de parada, que indicará cuando se ha llegado al final de la ejecución del algoritmo.








�
Tipo de codificación.





La forma en que cada cromosoma representa sus características es lo que denominaremos tipo de codificación. La representación de un cromosoma será de la forma:





	�\INCRUSTAR Equation.2 ���    ,  �\INCRUSTAR Equation.2 ���  





donde los “�\INCRUSTAR Equation.2 ���” son los alelos del cromosoma y “�\INCRUSTAR Equation.2 ���” representa la codificación empleada.





Existen básicamente dos tipos de codificaciones. 





Codificación Binaria: Cada alelo del cromosoma estará a uno o cero (�\INCRUSTAR Equation.2 ���={0,1}). Por ejemplo:





A = ( 0 1 0 0 1 1 0 0 0 0 )


	





Codificación Indexal:  Cada alelo del cromosoma es un número que puede representar un índice de la posición que se quiere reflejar ( la que antes se representaba con un 1 ) (�\INCRUSTAR Equation.2 ���={0..m}). Por ejemplo (el  mismo individuo que antes):





A = ( 2 5 6 )





Dependiendo de la codificación usada, luego se deberán adaptar los módulos del algoritmo para trabajar con ella correctamente. De este modo surgen algunas diferencias a la hora de implementar cada uno de los operadores genéticos, aunque el resultado de cada uno sigue siendo el mismo. Así, suele resultar más sencillo usar la codificación binaria, porque permite aplicar los operadores con más facilidad, aunque por el contrario, como se puede observar también necesita una cantidad de recursos mayor para representar las soluciones; en general, se puede decir que la codificación indexal resulta más eficiente.


�
EJEMPLO DE APLICACIÓN.





Vamos a ver como se aplicaría un algoritmo genético a la resolución de un problema simple de optimización: la optimización de una función real [MICH92]. Se quiere maximizar la función en el rango [-1..2], o sea, hallar el valor de x para el que el valor de la función es máximo. La función a optimizar es una función de una variable, que se define como :





f (x) = x ( sin (10 ( ( ( x) + 1.0� INCRUSTAR Equation.2  ���





Como representación se usa un vector binario que representa valores reales de la variable x. La longitud del vector depende de la precisión requerida (tomaremos seis posiciones a partir del punto decimal). El dominio de la variable x tiene longitud 3. La precisión implica que el rango sea dividido en 3 * 1000000 subdivisiones. Por tanto, se requieren 22 bits para el vector binario (el cromosoma).





Por ahora tenemos que los individuos de la población son los comprendidos entre





( 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 )  


y


( 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 )





Para generar la población inicial basta con generar aleatoriamente un conjunto de cromosomas de una longitud de 22 bits.





Para evaluar cada individuo de la población se requiere una función que para cada uno de ellos, devuelve el correspondiente valor de la función que se quiere maximizar para el punto x representado por el cromosoma v :





eval (v) = f (x)





El operador de cruce se aplicaría de la siguiente forma: una vez elegidos los dos cromosomas a cruzar, tales como:





					       �SÍMBOLO 175 \f "Symbol"�


( 1 1 0 0 1 1 0 0 1 1 0 0 1 1 1 1 0 0 0 0 0 0 )  


y


( 0 0 0 0 0 0 0 0 1 1 0 0 0 0 0 0 1 1 1 1 0 0 )  


					       �SÍMBOLO 173 \f "Symbol"�





el resultado del cruce, suponiendo que se elije (al azar) como punto de cruce la posición 10 del cromosoma, es la generación de dos nuevos cromosomas (sus hijos):





					       �SÍMBOLO 175 \f "Symbol"�


( 1 1 0 0 1 1 0 0 1 1 0 0 0 0 0 0 1 1 1 1 0 0 )  


y


( 0 0 0 0 0 0 0 0 1 1 0 0 1 1 1 1 0 0 0 0 0 0 )  


					       �SÍMBOLO 173 \f "Symbol"�





El operador de mutación se aplica sobre un cromosoma dado como:





					         �SÍMBOLO 175 \f "Symbol"�


( 1 1 0 0 1 1 0 0 1 1 0 0 0 0 0 0 1 1 1 1 0 0 )  





y habiendo elejido (al azar) la posición sobre la que se hará la mutación, resultando por ejemplo la posición 11, entonces resulta el cromosoma:





					         �SÍMBOLO 175 \f "Symbol"�


( 1 1 0 0 1 1 0 0 1 1 1 0 0 0 0 0 1 1 1 1 0 0 )  





De igual forma, podría haberse mutado más de una posición, dependiendo de las probabilidades a aplicar en cada caso. En el ejemplo sólo se ha mutado una posición (un alelo) del cromosoma.











Como ejemplo de los parámetros que necesita el algoritmo para su funcionamiento, citamos los siguientes: 





tamaño de la población = 50


probabilidad de cruce = 0.25


probabilidad de mutación = 0.01











Con estos valores, se obtienen los siguientes resultados experimentales:





Después de 150 generaciones, el mejor cromosoma (la mejor solución encontrada) es:





( 1 1 1 1 0 0 1 1 0 1 0 0 0 1 0 0 0 0 0 1 0 1 )


 


que corresponde al valor de x = 1.850773. Para este valor de x, el valor de la función es f(x) = 2.850227. 





Teniendo en cuenta que los valores óptimos son x = 1.85 y el valor máximo correspondiente de la función es  f(x) = 2.85 , se puede observar que se ha encontrado con el algoritmo genético una solución que está muy próxima al óptimo absoluto. 





�
La siguiente tabla muestra los resultados obtenidos por el algoritmo a lo largo de su ejecución. Se puede observar como los resultados se van aproximando hacia el óptimo a lo largo de la misma:








Número de Generación�
Función de evaluación�
�
1�
1.441942�
�
6�
2.250003�
�
8�
2.250283�
�
9�
2.250284�
�
10�
2.250363�
�
12�
2.328077�
�
39�
2.344251�
�
40�
2.345087�
�
51�
2.738930�
�
99�
2.849246�
�
137�
2.850217�
�
145�
2.850227�
�
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